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あらまし　ベイズ推定を用いる画像処理においてエッジを表現するためには潜在変数の導入が有効である．本稿

では，領域ベースの潜在変数を用いる結合MRFモデルに基づき，確率伝搬法の一種であるビリーフプロパゲー
ション（Belief Propagation）と変分推論法を組み合わせた手法を用いて画像の修復と領域分割を行う決定論的な
アルゴリズムを導出する．このアルゴリズムでは原画像や潜在変数だけでなく 2個のハイパーパラメータも推定
する．さらに，変分自由エネルギー最小化によるモデル選択も行う．熱浴法で生成した人工画像やガウス雑音が

重畳された自然画像を用いた実験により，一枚の劣化画像だけから良好な修復と領域分割が行えることを示す．

1 まえがき

多数の確率変数からなるシステムにおいて各変数が他

の変数と無向性の相互作用を持つモデルをマルコフ確率

場（Markov Random Field: MRF）と呼ぶ [1]～[3],[11]．
MRFに基づく画像処理においてはしばしばベイズ推定
が用いられる [1]～[3],[11]. ベイズ推定とはベイズの定理

p(x|y) =
p(y|x)p(x)

p(y)
(1)

で計算される事後分布に基づく推定のことである．

ベイズ推定においては事前分布を決める必要がある．

我々が普段目にする画像は，ほとんどのエリアにおいて

隣接画素値が近い値をとるが，画素値が急激に変化する

部分も存在するという性質を持っている．このような性

質を事前分布に持たせるためには潜在変数を導入するこ

とが有効である [1]．画像処理においてエッジを表現する
ための潜在変数には境界ベース [4]と領域ベース [5],[6]
の二つがある．境界ベースは画素と画素の間（境界）に，

そこがエッジであるかどうかを表す潜在変数を置いてゆ

く方法である．これに対して領域ベースは各画素がどの

領域に属するかを示す潜在変数を画素ごとに貼り付け

てゆく方法である．いずれにせよ，画素値を変数とする

MRFに加えて，潜在変数を変数とするもう一つのMRF
を導入するのである．もちろんこれら二つのMRFは互
いに結びついているのでこのようなモデルは結合MRF
と呼ばれる [3],[11]．
我々がよく目にする画像を表すための潜在変数として

用いることを考える場合，境界ベースと領域ベースには

それぞれ一長一短がある．境界ベースの場合には多くの

拘束条件を設ける必要がある [4]．これに対して領域ベー
スの場合も，局所解に陥りやすいという大きな欠点があ

るのだが，境界が自然に閉じたループになるなど好まし

い性質も多く持つ [6]．我々は領域ベースに着目してお
り，本稿でもこれを扱う．

画像をある一定の特徴をもつ小領域ごとに分割する問

題は領域分割（セグメンテーション）と呼ばれる [2],[3],[11]．
領域分割は画像に含まれる対象物を抽出する手法である

と言うことも可能で，その後の画像の認識や理解のため

の第一次画像処理として重要である [3]．
ところで，ノイズの重畳した一枚の観測画像を用いて

画像修復と領域分割を行う場合，画像修復の精度が高く

なれば領域分割は容易になってその精度も上がる．また，

同様にその逆の場合もいえる．このように画像修復と領

域分割という二つの作業は互いに密接に関係している．

本稿ではこの二つの作業の両方を扱う．

事前分布に潜在変数を導入すると式 (1)の事後分布の
計算が困難となる．そのために近似計算法として，変分

推論を用いて画像修復と領域分割を行う方法が報告さ

れている [3],[11]. しかし，変分推論法では非常に粗い
近似である因子化仮定を置く必要がある．そのため本

稿では，この近似を緩和するために確率伝搬法の一種

であるビリーフプロパゲーション（Belief Propagation）
[2],[8],[9] *1と変分推論法を組み合わせた手法を提案する．

すなわち，領域ベースの潜在変数を用いる結合MRFに

*1ループがあるグラフに対するビリーフプロパゲーションはしばし
ばルーピービリーフプロパゲーション（Loopy Belief Propagation）
と呼ばれることもある [8] が，本稿では単にビリーフプロパゲーショ
ンと呼ぶことにする．
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基づき，ビリーフプロパゲーションと変分推論法を組み

合わせた手法を用いて画像の修復と領域分割を行う決

定論的アルゴリズムを導出する．その際，原画像の滑ら

かさを制御するパラメータや重畳するノイズの大きさな

どのハイパーパラメータと呼ばれる変数の推定も行う．

さらに，変分自由エネルギー最小化によるモデル選択も

行い，最終的に一枚の劣化画像だけを用いて多数のパラ

メータの自動推定を行う．

2 アルゴリズムの導出

以下では，領域ベースの潜在変数を用いた結合MRF
に基づき，ビリーフプロパゲーションと変分推論法を組

み合わせた手法を用いて画像の修復と領域分割を行う決

定論的なアルゴリズムを導出する．

2.1 領域ベースの潜在変数

原画像を x = {xi}，観測画像を y = {yi}とする．こ
こで，i = 1, ..., N でありN は画素数である．境界ベー

スの場合には潜在変数は画素と画素の間に置かれ，そこ

がエッジであるかないかを表すので二値変数でよいが，

領域ベースの場合は潜在変数は画素ごとに貼られるラベ

ルであるから多値変数である必要がある．本稿では潜在

変数はいわゆる 1対 K 法（1-of-K scheme）[1]による
表現を用いたポッツスピンであるとする．すなわち，潜

在変数Ξ = {ξi}, i = 1, ..., N において ξiはK次元ベク

トルであり，

ξi ∈ {(1, 0, ..., 0)T , (0, 1, ..., 0)T , · · · , (0, 0, ..., 1)T } (2)

とする．

2.2 画像の修復と領域分割

まず，原画像 xとラベル Ξの同時事前分布として逆

温度 ρをハイパーパラメータとするボルツマン分布

p(x,Ξ|ρ) =
1
Z1

exp (−ρE(x,Ξ)) (3)

を仮定する．ここで，Z1 は規格化定数である．原画像

のエネルギー関数 E(x,Ξ)は式 (2)を考慮して

E(x,Ξ) =
1

2

X

l∼m

`

‰l · ‰m(xl − xm)2 + (1 − ‰l · ‰m)λ
´

(4)

とおく．ここで
∑

l∼m は隣接画素対すべてに関する和

を表す．すなわち，隣接する画素 lとmが同じラベルを

持つ場合は (xl − xm)2/2がエネルギー関数に加えられ，
異なるラベルを持つ場合は λ/2が加えられるようにして
おく．このことは，隣接する画素が互いに同一ラベルを

持つ場合は画素値がそれほど違わないように拘束されて

いるのに対し，異なるラベルを持つ場合は画素値が大き

く違ってもよいことを表している．

観測画像 yは原画像 xの各画素に平均 0，逆分散 βの

ガウス雑音が独立に重畳して生成されるものとする．す

なわち，

p(y|x, β) =
1
Z2

exp
(
−β

2
‖ x − y ‖2

)
(5)

である．ここで，Z2 は規格化定数である．原画像生成

の逆温度 ρとガウス雑音の逆分散 β が本稿で扱うモデ

ルのハイパーパラメータである．ハイパーパラメータの

推定においては周辺尤度最大化による点推定が行われる

ことが多かった．しかし近年，ベイズ法に基づく手法が

提案されている [3],[10],[11]．本稿でもこの手法を用い
て ρ, βを推定する．まず，ρ, βはその尤度に相当する式

(3)，(5)に関して自然共役となるような以下の事前分布
にしたがうものとする [1]．

p(ρ) = Gamma(ρ|aρ0, bρ0), (6)

p(β) = Gamma(β|aβ0, bβ0), (7)

ここで，Gamma(·)はガンマ分布である [1]．
aρ0, bρ0, aβ0, bβ0は手動で設定する必要があるパラメー

タであるが，事後分布への影響がなるべく小さくなるよう

に aρ0 = bρ0 = aβ0 = bβ0 = 10−4 とする [1],[3],[10],[11]．
本稿で考える画像領域分割の問題は，与えられた一

枚の観測画像 y から原画像 x と潜在変数 Ξ を推定す

る．その際，ハイパーパラメータ ρ, β の値も推定する．

すなわちベイズ的には事後分布 p(x,Ξ, ρ, β|y) による
x,Ξ, ρ, β の期待値計算を実行したいのであるが，これ

は解析的にも数値的にも困難である．そこでビリーフプ

ロパゲーションと変分推論法を組み合わせた近似計算を

行う．まず，試験分布 q(x,Ξ, ρ, β)を導入する．この試
験分布 q(x,Ξ, ρ, β)に関して，

F =
X

Ξ

Z

dxdρdβ q(x,Ξ, ρ, β) ln
q(x,Ξ, ρ, β)

p(y, x,Ξ, ρ, β)
(8)

と定義する．ここで，F は変分自由エネルギーと呼ばれ
る [3],[11]．これと q(x,Ξ, ρ, β)と p(x,Ξ, ρ, β|y)のカル
バック‐ライブラーダイバージェンス

KL (q(x,Ξ, ρ, β) ‖ p(x,Ξ, ρ, β|y))

=
X

Ξ

Z

dxdρdβ q(x,Ξ, ρ, β) ln
q(x,Ξ, ρ, β)

p(x,Ξ, ρ, β|y)
(9)

を用いると一般に

ln p(y) + F = KL (q(x,Ξ, ρ, β) ‖ p(x,Ξ, ρ, β|y)) (10)

と書ける．式 (10)の左辺第一項目の ln p(y)がx,Ξ, ρ, β

に関して定数であることに注意すると，カルバック‐ライ



ブラーダイバージェンスが最小であるという意味で事後

分布 p(x,Ξ, ρ, β|y)にもっとも近い試験分布 q(x,Ξ, ρ, β)
を求めるためには，F を最小化するような q(x,Ξ, ρ, β)
を見つければよいことがわかる．

一般的に変分推論法では試験分布に因子化仮定

q(x,Ξ, ρ, β) = q(x)
∏

i

qi(ξi)q(ρ)q(β) (11)

という制約を課す [3],[11]．しかし本稿では，q(Ξ)を画素
ごとにばらばらに

Q

i qi(‰i)と分解せず，q(Ξ) をビリー
フプロパゲーションを用いて求める．これにより，変分

推論法だけを用いて近似計算を行う場合に比べ近似を緩

和することができる．よって因子化仮定は，

q(x,Ξ, ρ, β) = q(x)q(Ξ)q(ρ)q(β) (12)

とおく．本稿ではこの因子化仮定 (12)を満たす試験分
布 q(x,Ξ, ρ, β)に限定して，その中でF を最小化する分
布を求めることにする．式 (12)を式 (8)に代入し変分法
を用いて計算を進めると，カルバック‐ライブラーダイ

バージェンスを最小にする最適因子 q∗(x), q∗(ρ), q∗(β)
が

ln q∗(x) = 〈ln p(y,x,Ξ, ρ, β)〉Ξ,ρ,β + const. (13)

ln q∗(ρ) = 〈ln p(y,x,Ξ, ρ, β)〉Ξ,x,β + const. (14)

ln q∗(β) = 〈ln p(y,x,Ξ, ρ, β)〉Ξ,x,ρ + const. (15)

と求められる．ここで，〈·〉は右添え字として示した確率
変数の分布に関する平均を表している．例えば，式 (13)
の 〈·〉Ξ,ρ,βはΞ, ρ, βに関する平均を表している．本節で

述べてきたモデルの設定により，同時分布 p(y, x,Ξ, ρ, β)

は

p(y, x,Ξ, ρ, β) = p(y|x, β)p(x|Ξ, ρ)p(Ξ)p(ρ)p(β) (16)

であり，式 (3)-(7)を代入して整理すると形式的に

p(y, x,Ξ, ρ, β) = Gauss(x|0, ρ−1AΞ
−1)

× Gauss(y|x, β−1I)

× Ber
(
{ξi · ξj}|ν

)
× Gamma(β|aβ0, bβ0)

× Gamma(ρ|aρ0, bρ0) (17)

となる．ここで，IはN行N列の単位行列である．また，

Gauss(x|0, ρ−1AΞ
−1)はxが平均0，共分散行列ρ−1AΞ

−1

のガウス分布にしたがうことを表し，Ber
`

{‰i · ‰j}|ν
´

は

すべての隣接ラベルの内積が平均 νのベルヌーイ分布に

したがうことを表している．ただし，

ν =
(

1 + exp
(
−λρ

2

))−1

(18)

[AΞ]ij =


∑

k∈N (i) ξi · ξk (i = j)

−ξi · ξj (i ∼ j)

0 otherwise.

(19)

であり，N (i)は画素 iに隣接する画素の集合である．式

(13)-(15)と式 (17)を用いて最適因子 q∗(x),q∗(ρ),q∗(β)
を求めると

q∗(x) = Gauss(x|µ,Σ), (20)

q∗(ρ) = Gamma(ρ|aρ, bρ), (21)

q∗(β) = Gamma(β|aβ , bβ), (22)

となる [3],[10],[11]．ここで，

Σ = (〈ρ〉〈AΞ〉 + 〈β〉I)−1
, (23)

µ = 〈β〉Σy, (24)

aρ = aρ0 +
N

2
, (25)

bρ = bρ0 +
1
2

(
µT 〈AΞ〉µ + tr(〈AΞ〉Σ)

)
, (26)

aβ = aβ0 +
N

2
, (27)

bβ = bβ0 +
1
2

(
‖ y − µ ‖2 +trΣ

)
, (28)

である．式 (23)-(28)は定数である式 (25)，(27)をのぞ
き互いに依存関係があるが，反復計算により決定するこ

とができる．その際，Gamma(z|a, b)の期待値 〈z〉は a/b

である [1]ので

〈β〉 =
aβ

bβ
, 〈ρ〉 =

aρ

bρ
(29)

であることと，

[〈AΞ〉]ij =


∑

k∈N (i)〈ξi〉 · 〈ξk〉 (i = j)

−〈ξi〉 · 〈ξj〉 (i ∼ j)

0 otherwise.

(30)

を用いる．ただし，〈‰i · ‰j〉 = 〈‰i〉 · 〈‰j〉 と近似した．
ここで，q(Ξ)はビリーフプロパゲーションを用いて

求めるので

q(ξi) =

∏
c∈M(i) M̂n

ci(ξi)∑
ξi

∏
c∈M(i) M̂n

ci(ξi)
(31)



となり，

Mn+1
ci (ξi) =

∏
v∈M(i)\c

M̂n
vi(ξi) (32)

M̂n+1
ci (ξi) =

∑
Ξc\ξi

exp [φc(yc, xc,Ξc, β, ρ)]　

×
∏

j∈L(c)\i

Mn
cj(ξj) (33)

と書くことができる [8],[9]．ただし，cはポテンシャル関

数を構成する構成要素 φc(·)を指す添え字であり，それ
に含まれる要素変数 ξi が作る集合と同一視してクリー

クと呼ぶ [8]．また，M(i)は要素 iを含むクリークの集

合であり，L(c) はクリークに含まれる要素変数の集合
である [8]．ここで，ポテンシャル関数 φc(yc, xc,Ξc, β, ρ)

は

φ(y,x,Ξ, β, ρ)

=
∑

c

φc(yc, xc,Ξc, β, ρ) (34)

= −β

2

∑
i

(yi − xi)2

　− ρ

2

∑
i∼j

(
ξi · ξj(xi − xj)2 + (1 − ξi · ξj)λ

)
(35)

とおく．

式 (32) と式 (33) を反復法で解き，求めた M̂n を式

(31)に代入することで q(ξi) を求めることができる．こ
こで，〈ξik〉 = q(ξik = 1)より 〈ξik〉を求めることがで
きる．

以上の結果を用いて，原画像 x，ラベルΞ，ハイパー

パラメータ ρ,βの値をそれぞれの平均値 〈x〉，〈Ξ〉，〈ρ〉，
〈β〉 として推定することができる．すなわち，原画像 x

の推定値は µ，ハイパーパラメータ ρ,β の推定値は式
(29)である．また，ラベルΞの推定値は式 (31) の解で
ある．

3 モデル選択

前節では一枚の劣化画像 yから原画像 xとラベル Ξ，

およびハイパーパラメータ ρ,βを推定した．ここではさ
らにラベルであるポッツスピンの次元 K の自動選択に

ついて考える．K は画像を何種類の領域に分割するか

を表す数字に相当する．しかし，本稿で提案する手法に

おいては隣り合う画素が異なる領域に属する場合は異な

るラベルを割り当てるということを考えているので互い

に離れた二領域（つながっていない二領域）があって，

それらが同じラベルを持っていても，その二領域の画素

値が近いということを表すものではない．二次元の任意

の地図が四色で塗り分け可能であることを考えると，K

を 5以上にする意味はないと言える [3]．実際には数値
計算の過程で 5種類以上の領域が結果に表れる可能性も
あるが，少なくともあまり大きな K を候補とする意味

はない．

いずれにせよ，ポッツスピンの次元 K の選択は，い

わゆるモデル選択の問題である．通常，ベイズの枠組み

でのモデル選択においては式 (1) 右辺分母である p(y)
を最大にするモデルを選択すればよい [1]．これはモデ
ルエビデンスと呼ばれる量で，本稿で扱っている問題の

場合は

p(y) =
∑
Ξ

∫
dx p(y|x,Ξ) (36)

を計算することにより求められる．しかし，この和と積

分は計算量が画素数の指数オーダーとなるので計算の

実行が困難である．このようにモデルエビデンスの厳

密計算はしばしば困難になるので経験ベイズ，マルコフ

連鎖モンテカルロ法（MCMC)[7] など種々の近似計算
法が提案されているが [1]，ここでは前節からの自然な
流れを受けて別の戦略をとることにする．すなわち，式

(8)における変分自由エネルギーF を最小にするモデル
を選択することにする [3],[11]．具体的には，事後分布
p(x,Ξ, ρ, β|y)とのカルバック‐ライブラーダイバージェ
ンスを最小にする最適試験分布 q∗(x,Ξ, ρ, β)における
変分自由エネルギー F をモデルごとに算出し，これが
最小になるモデルを選択することにする．

最適試験分布 q∗(x,Ξ, ρ, β)における変分自由エネル
ギー

F =
X

Ξ

Z

dxdρdβ q∗(x,Ξ, ρ, β) ln
q∗(x,Ξ, ρ, β)

p(y, x,Ξ, ρ, β)
(37)

は，解析的に計算することができる [3],[11]．

4 実験

4.1 人工画像の場合

本稿で提案する手法は 2個のハイパーパラメータであ
る逆温度 ρとノイズの逆分散 β の推定を行いながら原

画像 x とラべルΞを推定し，さらにラベル数Kに関す

るモデル選択も行うものである．ただし，ラベル Ξの

推定にはビリーフプロパゲーションを用いる．この手法

の有効性を確認するために，まず，正解がわかっている

画像を対象に実験を行う．すなわち，以下のように人工

的に生成した画像を用いる．

原画像 xと真のラベル ΞはMCMCの一種である熱
浴法を用いて逆温度 ρ = 100で確率的に生成した [2]．真



図 1: 原画像 x(ρ = 100) 図 2: 真のラベル Ξ(K=3)

図 3: 観測画像 y(β = 100)

のラベル数K は 3である．生成された原画像 xと真の

ラベル Ξをそれぞれ図 1，図 2に示す．観測画像 y は

原画像 xに逆分散 β = 100のガウス雑音を各画素に独
立に重畳して生成した．生成された観測画像 yを図 3に
示す．

まえがきでも述べたように本稿で提案する手法は領域

ベースの潜在変数を用いる関係上，どうしても局所解に

陥りやすいという欠点がある．提案手法は決定論的な手

続きから構成されるが，予備的な実験を行った結果，ハ

イパーパラメータ ρ,βに関する反復法の初期値 ρ0,β0の

設定が，局所解に陥ってしまうかも含めて最終的にどの

ような解に至るかによって結果に影響を及ぼすことが明

らかになった．そこで，ここではこの性質を積極的に活

用することにする．すなわち，ラベル数 K に関するモ

デル選択と同様の手法を用いて ρ0,β0に関する最適化を

行う．この場合，計算時間はK,ρ0,β0の候補の組み合わ

せに比例して増えるが，K の選択だけでなく，ρ0,β0 の

最適化も行われ，一枚の劣化画像 yを与えるだけで原画

像 x，ラベルΞ，二個のハイパーパラメータ ρ,βの推定
と，その初期値 ρ0,β0 の最適化，ラベル数 K の選択が

自動で遂行されることになる．

実験の結果を図 4，図 5に示す．図 4は画像の修復結
果 x̂であり，図 5は推定されたラベル Ξ̂，すなわち領

域分割の結果である．モデル選択の作業においてはラベ

ル数 K = 1, 2, 3, 4，最適化の作業においては逆温度の
初期値 ρ0 = 5, 6，ノイズの逆分散の初期値 β0 = 5, 6の

図 4: 修復画像 x̂ 図 5: 推定されたラベル Ξ̂

計 16通りを候補とした．選択されたモデルは K = 3，
ρ0 = 6，β0 = 6であった．ρと β の推定値 ρ̂と β̂ はそ

れぞれ，96.1，95.6であり，真の値を高い精度で推定で
きている．このことは，原画像の領域内のなめらかさを

表すハイパーパラメータ ρと重畳されたノイズの大きさ

を表すハイパーパラメータ β を一枚の観測画像から独

立に高い精度で推定できていることを表しており興味深

い．図 2と図 5を比較すると多少の誤差はあるが，原画
像の 3つの領域がほぼ良好に再現されていることがわか
る．これに対応して，図 1と図 4を比較すると，原画像
xがエッジも含めて良好に修復されていることがわかる．

なお，修復画像 x̂の ISNRは 5.24dBであった．
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図 6: ρと β の推定値 (K=3)

ここで，変分推論法のみを用いた場合 [3],[11]と本稿
で提案する手法，すなわち，ビリーフプロパゲーション

と変分推論法を組み合わせた場合の ρと β の推定値を

図 6に示す．ただし，K=3，ρ0 = 5, 6, 7, 8, 9, 10，β0 =
5, 6, 7, 8, 9, 10の 36通りで実験を行った．図 6より，提
案手法の方が初期値に対する依存性が明らかに小さく，

初期値 ρ0,β0 のほとんどの組み合わせに対して真の値

(β = 100, ρ = 100)に近い値が推定できていることがわ
かる．また，変分推論法のみの場合は 36 通り中 11 通
りの組み合わせで ρ̂と β̂ の値を推定することができな

かった．



4.2 自然画像の場合

本節では自然画像を対象に実験を行う．図 7の原画像
xに逆分散 β = 100のガウス雑音を各画素に独立に重畳
して図 8に示す観測画像 yを生成した．この観測画像だ

けを用いて，前節と同様の方法で実験を行った．

図 7: 原画像 x 図 8: 観測画像 y

実験の結果を図 9，図 10に示す．図 9は画像の修復
結果 x̂であり，図 10は推定されたラベル Ξ̂，すなわち

領域分割の結果である．モデル選択の作業においてはラ

ベル数 K = 1, 2, 3, 4, 5，最適化の作業においては逆温
度の初期値 ρ0 = 2, 3, 4, 5, 6，ノイズの逆分散の初期値
β0 = 2, 3, 4, 5, 6 の計 125通りを候補とした．選択され
たモデルは K = 5，ρ0 = 2，β0 = 3であった．ρと β

の推定値 ρ̂と β̂はそれぞれ 80.71，161.72であった．人
工画像の場合と異なり，ρに関する正解は未知であるが，

βに関しては真の値である 100より大きな値に推定され
た．しかし，図 9の推定画像から，ある程度雑音が除去
されており，また，エッジも比較的よく再現されている

ことがわかる．なお，修復画像 x̂の ISNRは 5.53dBで
あった．

図 9: 修復画像 x̂ 図 10: 推定されたラベル Ξ̂

5 むすび

本稿では，領域ベースの潜在変数を用いる結合MRF
モデルに基づき，ビリーフプロパゲーションと変分推論

法を組み合わせた手法を用いて画像の修復と領域分割を

行う決定論的なアルゴリズムを導出した．このアルゴリ

ズムでは原画像や潜在変数だけでなく原画像の逆温度 ρ

と重畳するノイズの逆分散 βという 2個のハイパーパラ
メータも推定した．さらに，変分自由エネルギー最小化

によるモデル選択も行った．熱浴法で生成した人工画像

の場合は，一枚の劣化画像だけから比較的良好な修復と

領域分割が行えた．また，ビリーフプロパゲーションと

変分推論法を組み合わせた場合の方が初期値 ρ0,β0に対

する依存性が小さいことが明らかとなった．ガウス雑音

が重畳された自然画像を用いた場合も，比較的良好な修

復と領域分割を行うことができた．今後の課題として，

一次統計量 〈ξi〉だけでなく，二次統計量である 〈ξi · ξj〉
もビリーフプロパゲーションで求めることがあげられる．
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